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Resumen

En este trabajo se propone una metodologia que combina series de tiempo de promedios mensuales de precipitacio-
nes registrados en algunas estaciones Meteoroldgicas del estado Carabobo, Venezuela con los modelos generados
por una ecuacidn diferencial parcial de adveccién y difusidon. Se implement6 el filtro de Kalman de ensambles
(FKEN) y el filtro de Kalman sin esencia de ensambles (FKSEEN) para estimar y pronosticar los estados de lluvia.
Adicionalmente se utiliz6 el algoritmo de descomposicién de valor singular truncado para reducir el costo compu-
tacional en la generacién de los puntos sigma que se requieren en la transformacion sin esencia. Los algoritmos
fueron ejecutados con datos reales. Los promedios mensuales de las precipitaciones fueron modelados utilizando
mezclas de funciones de bases radiales y se consideraron modelos de covarianzas con estructuras espaciales para
cuantificar la dependencia entre las estaciones. Bajo los supuestos de los errores Gaussianos se demuestra que los
filtros reconstruyen y predicen adecuadamente los estados del tiempo dentro de los rangos esperados. Para medir
la calidad de estimacion de los algoritmos se utilizé el estadistico denominado tiempo promedio del error relativo
(TPER). La medida de performance demuestra que el FKSEEN tiene menos variabilidad en la estimacién que el
FKEN.

Palabras clave: Prondstico de precipitaciones, sistemas dindmicos discretos, filtros no lineales.

Abstract

This paper proposes a methodology that combines time series of monthly averages of rainfall recorded in some
weather stations in the state of Carabobo, Venezuela with the models generated by a partial differential equation
of advection and diffusion. Implemented ensemble Kalman filter (EnKF) and the ensemble unscented Kalman
filter (EnUKF) to estimate and predict the states of rain. Additionally we used the algorithm truncated singular
value decomposition to reduce the computational cost in the generation of sigma points required in the unscented
transformation. The algorithms were implemented with real data. The monthly averages of the rainfall were
modeled using mixtures of radial basis functions and are considered models of covariance with spatial structures
for quantify the dependence between the stations. Under the assumptions of Gaussian errors shows that filters
reconstruction and adequately prediction the States of time within expected ranges. To measure the quality of
estimation of the algorithms there was used the statistician named average time of the relative error (RMSE). The
performance measure shows that the EnUKF has less variability in estimating that the EnKF.

Key words: Precipitation forecast, discrete dynamical systems, nonlinear filters.
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1. Introduccion

En los estudios de fenémenos climatolégicos interesa cuantificar la evolucién en el tiempo de ciertos
pardmetros atmosféricos tales como: velocidad del viento, direccién del viento, temperatura, humedad,
niveles de ozono, o niveles de precipitaciones sobre una determinada localidad. Los estados o parametros
desconocidos del sistema pueden ser considerados como una realizacién de una variable aleatoria que
puede ser modelada usando una densidad de probabilidad. El objetivo que se persigue es predecir la
evolucién de la densidad de probabilidad climatoldgica en un tiempo ¢ futuro.

Los modelos de prediccién meteoroldgicos usan una discretizacion espacial para representar las ecua-
ciones diferenciales parciales que gobiernan las dindmicas de la atmdsfera mediante un sistema de N
ecuaciones diferenciales ordinarias. En la practica se considera como hipdtesis que el estado inicial x es
una incertidumbre que puede ser descrita por una funcién de densidad de probabilidad p(x). La evolu-
cion de la funcién de densidad de probabilidad bajo las dindmicas del modelo pueden ser modeladas por
la ecuacion de Liouville (Epstein, 1969; Ehrendorfer, 1994) o la ecuacion de Fokker Planck (Jazwinski,
1970; Miller et al., 1999). Un mecanismo de estimacién es usar algoritmos computacionales para mode-
los con estructuras no lineales a través del teorema de Bayes, que ajusta el estado a priori (solucién de
la ecuacién de Louiville) considerando los datos observados y luego actualiza la funcién de densidad de
probabilidad a posteriori como se indica en (Jazwinski, 1970; Lorenc, 1986). La estimacion del estado
se obtiene maximizando la distribucién a posteriori o minimizando los errores de estimacidn.

En problemas reales, ni la evolucién funcidén de densidad de probabilidad ni el teorema de Bayes son
factibles de aplicar debido a la dimensionalidad del sistema. Entonces se tienen que realizar aproxima-
ciones del problema. Los métodos de aproximacion se definen en un subespacio de menor dimension,
generalmente se relajan las condiciones de no linealidad. Entonces se tiene que realizar un balance entre
las restricciones de la no linealidad y la precision de los métodos de aproximacién. Para ecuaciones dife-
renciales lineales, el modelo estadistico utilizado es considerar una distribucién Gaussiana para modelar
los errores, entonces la prediccidn y actualizacidn se realiza sin ningln inconveniente parametrizando
la media y la matriz de covarianza, a través del filtro de Kalman ver (Kalman, 1960; Simon, 2006) pa-
ra mayores detalles. En sistemas de ecuaciones diferenciales mas generales, esto es, en sistemas con no
linealidad tan severa, los errores de truncacién de la linealizacion son aceptados, se utilizan aproximacio-
nes tipo Taylor, y funciona el filtro de Kalman extendido (Jazwinski, 1970; Simon, 2006; Doucet ef al.,
2001), siempre asumiendo que los errores se distribuyen Gaussianos. En sistemas no lineales complejos
se pueden utilizar los filtros de Monte Carlo secuencial tales como los filtros de particulas (Doucet et
al., 2001; Arulampalam et al., 2002; Wikle y Berliner, 2007; Berliner et al., 1999). Estos métodos estan
basados sobre medidas empiricas parametrizadas por las particulas y los pesos, y no requieren ninguna
suposicidn sobre los errores del modelo. Otro algoritmo Monte Carlo secuencial sugerido es el filtro de
Kalman de ensamble desarrollado por Evensen (1994, 2003 y 2009), el cual combina medidas empiricas
conjuntamente con la estructura del filtro de Kalman. El filtro de Kalman de ensamble es ampliamente
usado en el modelaje de dindmicas de la atmdsfera y de los océanos, pero un andlisis rigurosos de la
aproximacion de los errores atin no se ha realizado (Reich, 2011).

Algunas experiencias de trabajos relacionados con el tema usando datos de precipitaciones destacan los
trabajos de: Sigrist et al. (2011), Ailliot ef al. (2009), Sansé y Guenni (1999a, 1999b y 2000), Herndndez
et al. (2009 y 2011), Infante et al. (2008 y 2010), y Urquiola et al. (2010), entre otros.

El objetivo de este trabajo es proponer un modelo dindmico para cuantificar los estados de las series
de promedios de lluvia mensual registradas en algunas estaciones meteoroldgicas del Estado Carabobo,
Venezuela, utilizando mezclas de funciones de base radial, con tres estructuras de covarianzas diferentes.

El resto del articulo se organiza como sigue. En la seccion 2 se realiza la formulacion tedrica del modelo,
en la seccion 3 se definen las propiedades fisicas del modelo, en la seccién 4 se introducen los filtros no
lineales propuestos, en la seccidn 5 se muestran los resultados, y finalmente en la seccién 6 se establecen
las conclusiones.
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2. Formulacion teodrica del modelo

La ecuacién de evolucién de un modelo de predicciéon de lluvia o clima por lo general es tratada como
un sistema deterministico. La dindmica de la ecuacion estd basada sobre las ecuaciones de energia, masa
y conservacion de movimiento (Palmer, 1999), y se escribe mateméaticamente como:

dx

= =F(tx) (1)

donde x describe un instante del estado del tiempo en un espacio de fase de dimensién N. La ecuacién
(1) es por lo general no lineal y es deterministica en el sentido que para algiin estado inicial, la ecuacién
determina un Unico estado de prondstico. La red de observaciones meteorolégicas en el mundo es escasa
y las observaciones que se tienen estin sujetas a errores de medicion. Entonces la incertidumbre resul-
tante del estado inicial se puede representar por una funcion de densidad de probabilidad p(x,¢) definida
en un volumen V acotado en el espacio de fase. Entonces [, p(x,)dV es la probabilidad de que estado
inicial verdadero x en el tiempo ¢ se encuentra en V. Por lo tanto, similar a la ecuacién de continuidad de
la masa en el espacio de fase, la evolucién de p(x,?) es dada por la ecuacién de conservacion de Liouville
introducida en el contexto meteorolégico por Gleeson (1966) y Epstein (1969), como:

p I .
g——g(xp) ()

El problema de interés es predecir la lluvia o clima basdndose en la proyeccion de las incertidumbres de
las condiciones iniciales, la formulacién del modelo y las inestabilidades de las variables climaticas.

Por otra parte, en van Leeuwen y Evensen (1996) se propone la solucion del problema desde una 6ptica
Bayesiana. Ellos suponen que x es un vector de variables aleatorias el cual es modelado por una funcién
de densidad de probabilidad (fdp) p(x). El vector x puede contener funciones continuas en el espacio y
tiempo. Especificamente si se considera un proceso autoregresivo de primer orden o proceso de Markov,
el modelo deterministico dado en (1) se transforma en un modelo estocéstico dado por:

dx = g(x)dt +dp 3)

donde g es un operador no lineal y df contiene incrementos aleatorios con media 0 y matriz de covarianza
Q. La densidad de probabilidad p(x) puede ser solucién del modelo dado en (3), resolviendo la ecuacion
de Kolmogorov dada por:

X n n o n 2 X
af)a(t)+zagl ZZQU p(x) (4)

=~ 0X;0X;
ver Jazwinski (1970) para mayores detalles. La funcién de densidad de probabilidad representa la densi-
dad de un conjunto infinito de posibles estados del sistema, cada uno tiene una probabilidad infinitesimal
asociada. La dispersion de la densidad de probabilidad corresponde a la varianza del conjunto y repre-

senta los errores cometidos al tratar de obtener la solucion estimada. Dado un estado inicial, la densidad
p(x) se puede obtener resolviendo la ecuacién (4).

Si ahora pensamos en tiempo discreto y consideramos que se tiene un dominio rectangular finito dado
por:

D:{(z,w)eRz\agzéb;cgwgd} 5)

donde los intervalos [a,b] y [c,d] son particionados como sigue (a =270 <z] < ... <z, =b)y (c=wp <
wi < ... < wy, =d), respectivamente. En cada punto de la red i, 1 < i < n se define una variable de
estado xj, llamado estado verdadero de naturaleza desconocido. Cada uno de los x; pueden ser un escalar
o un vector, digamos xj = (x;1,Xp2, . . . ,xiL)T para algin entero L > 1. Por ejemplo si L = 5, x; puede tener
las siguientes componentes; x;; puede medir la temperatura, x;,; mide la presion, x;3 mide la humedad,
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x;4 mide la velocidad del viento en sentido este-oeste, x;5 mide la velocidad del viento en sentido norte-
sur. Todas las medidas estdn localizadas en el espacio por el indice i. Sea x;., = (xl,xz,...,xn)T el
vector de variables de estados, donde x;., € R"” y donde cada x; puede contener un bloque de tamafio
L > 1. Los estados desconocidos pueden ser estimados usando un conjunto de m observaciones yi., =
(V1,¥2,---,ym)" donde caday; = (y;1,y2,---,yjm)’ puede contener M > 1 observaciones. Por ejemplo
si M =4, y;; mide la temperatura, y;» mide la presion, y;3 mide la velocidad del viento, y y;s mide
direccién del viento. La relacion entre las observaciones y las variables de estados se puede representar
en forma compacta por un sistema dindmico estocéstico no lineal en tiempo discreto como sigue:

X, = M(x—1) +uy (6)
yY: = %(Xt) + v @)
X0 ~ N(uo,Po) (®)

La ecuacién dada en (6) representa el sistema dindmico donde x; es el vector de estados desconocidos
en el tiempo 7, u, ~ N(0,Q¢) es un error aleatorio en la estimacion del estado independiente idéntica-
mente distribuido como una Gaussiana y %, (.) es un operado de transicién que mapea el espacio estado
dentro del mismo espacio estado. La ecuacién dada en (7) representa el sistema observado donde H;
es un operador que mapea el espacio estado dentro del espacio de observacién en el tiempo ¢, y, es un
vector de observaciones y v; ~ N(0,R¢) es un error de observacién aleatorio independiente idénticamen-
te distribuido como una Gaussiana. La ecuacién dada en (8) es un estado utilizado para inicializar el
proceso. El objetivo principal que se persigue es estimar los estados ocultos (x,x,...,x)7 dadas las
medidas observadas (y1,y2,...,y;)”, lo cual significa en el sentido Bayesiano (Bernardo y Smith, 1994;
Gelman et al., 1995) que se tiene que calcular la distribucién a posteriori conjunta de los estados dado
las observaciones. Este se puede hacer aplicando en teorema de Bayes:

P()’l:t ‘XO:I)P(XO:t)

P(xo: i) = )
( f’yl I) P(yl:t)
donde:

1. P(xox|y1:), es la distribucion a posteriori de los estados dados los datos.
2. P(xoy), es la distribucién a priori de los estados.
3. P(y1:|x0:), es la verosimilitud de las observaciones dados los estados.
4. P(y14), es la constante normalizadora definida como:

P()’l:t) = / . ~/P()’1:t |x0:t)P(x0:t)dxt ...dxg (10)

En general, el cdlculo de la distribucidn conjunta de los estados es computacionalmente ineficiente e
innecesario en aplicaciones de tiempo real, entonces las distribuciones marginales son consideradas, esto
es, en su lugar se estima la densidad filtrada y la densidad predicha como sigue:

1. La densidad filtrada, se estima por:
£i(x) = P(ulyr) = / . ./P(xo:t]ylz,)dxt_ldx,_z dxg (11)
2. La densidad predicha, se estima por:

Pt+1(xz+1) :/-~-/P<X0:t+1b’1:t)dxtdxt—1 ...dxg (12)



REVISTA DE CLIMATOLOGIA, VOL. 12 (2012) 37

Las ecuaciones (11) y (12) son las ecuaciones requeridas para filtrar y predecir, pero estas no son recur-
sivas. La clave para obtener la forma recursiva es la propiedad de Markov del proceso estocéstico {x; },
esto es:

P(xo;,) = P(xt \x,,l )P(xt,1 |x,,2) . P(x1 ’xO)P(X())
t
= P(xo) [ [ P(xilxi-1) (13)
i=1
donde P(x() es una densidad inicial a priori. La verosimilitud de los datos viene dada por:

P(y1a|xor) = P(y1|x1)P(y2|x2) ... P(y:]x:)

P(yilx:) (14)

:N

I
—_

i
La distribucién a posteriori en el tiempo ¢t queda como:

H (vilxi) H (xilxi—1)P(xo) (15)

)’11 - =il

(XOtb’lt

y la distribucidén a posteriori predictiva en el tiempo # + 1 es:

Pl = 5o [P0 [T PUsta )7 a6
Sustituyendo (16) en (12) se tiene:
Pror(1) = [ Pl i) (1
donde:
) = T o) ) (1s)

En resumen: la distribucién filtrada se estima en dos pasos:
Paso 1. Densidad de probabilidad predictiva en un paso:

Prii(%i41) = /P(x,+1 [x2) fi (e ) dxt (19
Paso 2. Densidad de probabilidad filtrada:

Py
fH—l(xt—l-l) = (yL ))P(yt+1|xt+l)Pt+l(xt+l) (20)

P(y1:44+1

Desafortunadamente, la formulacién de la distribucion a posteriori tiene el grave inconveniente de que
en cada tiempo se obtiene una nueva medida, y entonces la distribucién a posteriori tiene que ser actuali-
zada en cada paso. Esto es particularmente un problema en la estimacién dindmica, que es exactamente
el problema que se estd resolviendo aqui. Cuando se incrementa el nimero de pasos en el tiempo, se in-
crementa la dimensionalidad de la distribucion a posteriori, lo cual significa complejidad computacional.
Entonces uno de los objetivos que nos trazamos en esta investigacion es desarrollar estrategias matemati-
cas y computacionales que permitan filtrar las sefiales que luego seran utilizadas para reconstruir el vector
de estados del sistema del tiempo. Filtrar una sefial en el tiempo real es importante porque disminuye
el costo de almacenamiento en la base de datos y permite una rapida interpretacién de los cambios que
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estan ocurriendo del fendmeno bajo estudio; ademas, suministra los grados de libertad necesarios para
hacer predicciones exactas de los estados actuales utilizando la informacién de los estados anteriores del
sistema.

3. Dinamicas fisicas del modelo

El modelo de precipitacién estd compuesto por un conjunto de variables que son claves para pronosticar
la lluvia durante un determinado periodo de tiempo. Se considera el operador fbr que mapea la intensidad
de las precipitaciones en el dominio bidimensional D. Para tomar en cuenta la adveccidn, el espacio
estado puede ser extendido para que incluya un vector de campo o proceso estocdstico para representar
el comportamiento espacial continuo de la ecuacién de adveccién de la precipitacion, el cual se denota
por: u = (uy,...,u; ). Entonces las dindmicas del modelo evolucionan de acuerdo a la ecuacion:

ofbr
ot

La ecuacion relaciona la evolucién de la precipitacidn con el espacio y tiempo, asumiendo que el campo
de precipitacién es aproximado, mientras se conserva la adveccion. La intensidad de la precipitaciéon
ha sido modelada usando combinaciones de funciones bases radiales ver Barillec y Cornford (2009).
Eligiendo un nimero adecuado de funciones bases es posible aproximar el proceso continuo dado en (21);
ademds, son lo suficientemente flexibles para representar el campo de precipitacién sobre el dominio
espacial (Bishop, 1995). En este trabajo se propone modelar el promedio mensual de precipitaciones en
las estaciones meteoroldgicas del Estado Carabobo de Venezuela por:

+u.Vfbr=~0 (21)

1
fbri(x;) :ajexp{—z(x,—/.lj)TZjl(x,—,uj)} (22)

donde: x; representa un vector de observacion de entrada para la j—ésima estacion; a; representa la
altura; u; representa la media de la j—ésima funcion base radial; X; es la matriz de covarianza de la
Jj—ésima funcion base radial y determina la forma de la funcién de activacién en la j—ésima estacién. El
campo de precipitacion total es modelado por:

k
M, (x) = Y fbr(x) (23)
j=1
Entonces el modelo dado en (6), (7), y (8) se reescribe como:
k
xe=Y fbri(x)+u (24)
j=1
Ve =X+ vy (25)
xo ~ N(uo,Po) (26)

Para completar el modelo suponemos que: u; ~ N(0,Q;), v, ~N(0,R;), a; ~ G(%, %), | Xy ~N(my, &%),

y la covarianza ¥, se modela considerando los siguientes modelos exponenciales:
1. %, : modelo con matrices diagonales para la covarianza:
Lij= (Gii)2 27
2. X : modelo exponencial que contiene elementos de la forma:

—3li—J|
i) = 20exp{20} (28)
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3. X3 : modelo con correlacién condicional entre dos estaciones i, j

i) = 0;05exp{—Ali— j|} (29)

4. Filtros no lineales

Supodngase que se tiene un sistema dindmico discreto m—dimensional desconocido dado por la ecuacién
de estado definido en (6), ademds sup6ngase que el sistema es observado a través de una ecuacién de ob-
servacion p—dimensional dada en (7). En la notacién de asimilacién de datos y meteorologia; un estado
X; en un instante ¢, obtenido a partir de un estado anterior X,_; en un tiempo ¢ — 1 se llama conocimiento
previo en el ciclo de asimilacién ¢ y se denota por x”. Dado las observaciones experimentales y;, se uti-
liza el teorema del ajuste lineal de Bayes para actualizar los estados, este proceso se llama andlisis y se
denota por x{'.

4.1. Filtro de Kalman de ensamble

El filtro de Kalman de ensamble (FKEN) fue desarrollado por Evensen (1994, 2003 y 2009) y Evensen
y van Leeuwen (1996), y es un algoritmo basado en los métodos de Monte Carlo secuencial utilizado
para aproximar la distribucién a posteriori de los estados de sistemas no lineales en altas dimensiones. El
algoritmo procede como sigue. Sea £ y P’, 1a media y la matriz de covarianza de la distribucién a pos-
teriori filtrada P(x,—1|y14—1). Se quiere generar muestras de la distribucién a posteriori filtrada P(x;|y;.)
y actualizar su media X/ y su covarianza E”. Para lograr este objetivo se supone que se tienen muestras
independientes {x{ | ;, i=1,...,n} generadas de una densidad filtrada P(x;—[y1,—1). El FKEN utiliza
la propiedad de Markov de primer orden en el sistema dado en (6) y (7), y genera muestras de la den-
sidad P(x|y1. ), muestreando de la densidad filtrada P(x|x{_; ;). El procedimiento es el siguiente: dada
la densidad a posteriori conocida P(x;—|y1,—1) en el tiempo ¢ — 1, la densidad a priori en el tiempo ¢ se
estima por P(x;|y1,—1), cuando se obtenga una nueva observacion y, del sistema, la densidad a posteriori
P(x;|y1.) es actualizada recursivamente usando el teorema de Bayes. El algoritmo procede como sigue:

Paso 1. Creaci6n del ensamble inicial:
El algoritmo es inicializado en el tiempo ¢ = 0 y se genera un estado inicial {xg! ; ~ N(%o, 136’ )i=1,..., n} .

Esto se lleva a cabo de la siguiente manera, primero se factoriza P; = SoSg y se define:

x§;=%o+Sony, i=1,...,n, ny~N(0,I (30)
Luego se calcula la media y la covarianza de la muestra simulada
goly (31)
0= 0,i
nS
y
pb I v b T
Fy = — Z(x?),i — %) (x5, — %0) (32)

Paso 2. Prondstico del ensamble:

Considérese que para un instante de tiempo ¢, se conocen la media y la covarianza (£, P?). Sea P? = §,87,
ahora se crea el ensamble:

Xy=%4+8n, i=1,...,n, n~N(0I) (33)

Los n miembros del prondstico del ensamble en el tiempo ¢ son generados usando la ecuacién de estados
como sigue:

X =M +ul, i=1,...,n, ul~N(0,Q). (34)
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El estimador insesgado de la media muestral es dado por:

b Iy
= — le‘l' (35)
n&="b
i=1
El error de prondstico se estima por:
ei = xfi, xﬁ’ (36)

El estimador insesgado de la covarianza muestral es dado por:

Ly @ -2 -2 + 0 (37

i=1

En la prictica, no es comtn aproximar P’ y en su lugar se estiman:

Y- ) [#0) - )] 38)

B = LY [ — (&) [k ()] (39)

donde Pf” es la covarianza muestral cruzada entre el ensamble anterior y la proyeccion predicha en el
espacio de las observaciones y P’ es la covarianza muestral de la proyeccién predicha del ensamble
anterior en el espacio de observacion.

Paso 3. Asimilacion de datos:

Si no se dispone de observaciones en el tiempo ¢, el paso de actualizacién es el siguiente, se hace que:

)

{xfi =xt, i= 1,...,n}. Si se dispone de observaciones en el tiempo ¢, entonces el ensamble es ac-

tualizado usando el algoritmo de observaciones perturbadas Stroud et al. (2010). Primero se generan
observaciones sintéticas a partir de la ecuacion de observacién:

yi:ﬂ{(xﬁ)—i—vﬁ, i=1,....n ,v~N(O,R,) (40)

La ecuacién (40) suministra muestras de la distribucién conjunta P(x;,y|y1.). La actualizacién de la
media y la covarianza es llevada a cabo usando el ajuste lineal de Bayes:

E(x|y12) = E(c[y10—1) +CGn 2y 1)V e yia—1) " e — EOGely1a-1)]
V(i) =V yia—1) = Co i ya—1)V elyre—1) " Coyilyia—1))"

En nuestro caso, queda como:

£ =2+ K (y, —y) 41)
y

P =P K" 42)
donde:

K, = P (B +R,)"! (43)

es la matriz de ganancia de Kalman.
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4.2. Filtro de Kalman sin esencia de ensamble

Antes de introducir el filtro de Kalman sin esencia para el ensamble (FKSEE), definimos la transforma-
cion sin esencia (TSE). La TSE es un método para calcular los estadisticos de primer y segundo orden,
como por ejemplo, la media y la covarianza de una variable aleatoria que sufre de una transformacién
no lineal y = f(x) y se basa en el principio que es mds facil aproximar una distribucién de probabilidad
que una funcidén no lineal arbitraria Julier y Uhlmann (2002); es una forma elegante y exacta de calcular
la media y la covarianza de la funcién y mediante la expansién de una serie de Taylor. Sea x un vector
de dimension n, que tiene media X y matriz de varianza covarianza Py,. La TSE calcula la media y la
covarianza de y = f(x) como sigue:

Paso 1. Se generan en forma deterministica 2n, + 1 vectores de puntos sigmas x; pesados por w;, obteni-
dos de acuerdo al siguiente procedimiento:

_ A .0
Xo=X ; wop= ; i=
0 0= T
1 .
x,:i+<\/(nx+K)Pxx)i ; Wi:m ;oi=1,..,my

1

1
Xi X—<\/ (l’lx—i-}\/)Pxx)__n ) Wi:m ) i:nx—i—l,...,an (44)
donde:
A= 0o (n,+ %) —n, (45)

es un pardmetro de escala que designa la direccién de los puntos sigma; o determina la dispersion de los

puntos sigma alrededor de la media ¥ (0 < a < 1); k es un segundo pardmetro de escala que es positivo;

< (ny+ k)Pxx) _es la i—ésima fila o columna de la raiz cuadrada de la matriz (n, +A)P, y w; son un
1

ewi = 1.

pesos asociados con el i—ésimo punto sigma tal que Y ;) w;

Paso 2. Se propagan los puntos sigmas a través de la transformacién no lineal:
Vi = f(xi) 5 = O, . ,2nx (46)

Paso 3. Se calcula la media y la covarianza de y como sigue:

2ny 2ny

5=Y wyi 1 Py=Y wii—9i—5" +B0o—5) 00— 47)
i=1 i=1

La exactitud de la media y la covarianza de y = f(x) es garantizada mediante la expansion de la serie de
Taylor, independientemente de la forma de f(x). Los puntos sigma generados garantizan la convergencia
debido al mecanismo del método Monte Carlo, dado en Julier er al. (2000).

El FKSEE supone que existe un conjunto de puntos sigma {x!_ 10l =0, 1,...,2n,} disponibles en el

tiempo ¢ — 1. El conjunto de puntos sigma son propagados por la ecuacién de evolucién:

b j j .
Xp=M(x ) +up, w ~N©0,0Q), i=0,1,...,2n, (48)
los cuales estdn asociados con un conjunto de pesos {w;, i=0,1,...,2n,}. La media y la covarianza
muestral pesada se actualiza sobre la informacion previa obtenida en el tiempo ¢ — 1:

2n,

2=y wa, (49)
i=0
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2n,

Ph =Y wilal; — ) (L — )T 4+ B — &) (kg — )T (50)
i=0

El segundo término de la ecuacién (50) se introduce para reducir el error de aproximacién. En el caso que
x sea un vector de variables aleatorias Gaussianas se elige 3 = 2 para que la covarianza sea 6ptima (Luo
y Moroz, 2008). El esquema de actualizacion utilizado en los pasos previos se aplica a la proyeccion del
ensamble obtenido en el tiempo ¢ — 1 tal que:

2n,
Z wiH; (0 ) (51)
. 2ny b b
Py =Y wilads =8 (H(xf5) — H4(30))" +Blat — 27) (P (x70) — H(37))" (52)
i=0
w ob b b b b
Py = sz (00) =50 (H (e = 50T +BH (x7) =3 (H (x5) — 57T (53)
Asf que la media y la covarianza actualizada es dada por:
& =3+ Ky — (%)) (54)
y
Bl =F —Ki(Py,)" (55)
donde:

Dado que el sistema atmosférico es m—dimensional con m muy grande, la transformacién sin esencia
utilizada requiere que el niimero de puntos sigma generados sea mayor que 2m, lo cual hace el proceso
inviable. Para evitar este inconveniente, algunos de los puntos sigma tienen que ser descartados, en el
sentido de las técnicas del andlisis de componentes principales. Entonces se seleccionan los puntos sigma
usando la descomposicién del valor singular truncado (Hansen, 1987). Dada la media £/ y la covarianza
13,“ en un instante de tiempo ¢, entonces f’ﬁ se puede expresar como:

P{=ED,(E)" (57)
donde: D, = diag(c? 1 G,Zm) es una matriz diagonal que representan a los autovalores de P¢, los
cuales son ordenados en orden descendente como sigue: 02 > 02 >0parai> j;y E = (er1,...,em)

es la matriz que corresponde a los autovectores asociados a los autovalores. Usando la la descomposicién
del valor singular truncado (DVST), el conjunto de 2/, + 1, (I, < m) puntos sigma pueden ser generados
como sigue:

XZO :fov
X0 =%+ VI +Ao e i=1,....1,
Ko =% — I+ A0 jeripi =l +1,....21, (58)

donde A es un pardmetro de escala adjustable y /; es el numero de truncamiento. Los pesos asociados se
especifican de la siguiente manera:
A A
s Wi = ’
L+ 2L+
Luego de aplicar el algoritmo DVST, se utiliza el procedimiento usual del FKSEEN pero con los nuevos
puntos sigma generados, es decir:

i=1,...,2l (59)

Wr o =
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1. Se realiza el prondstico del ensamble.
2. Se ejecuta la proyeccion del ensamble.

3. Se actualiza el analisis del ensamble.

Se utiliza el estadistico tiempo promedio del error relativo para medir la calidad de estimacion de los

filtros, y que se define como:
LEme |12 —ll2

e, — t=1
' Tinax HX;VHZ

(60)

donde: 4, es el ciclo de asimilacién médximo, xi" es el estado verdadero (el estado de una corrida de
control) en el 7—ésimo ciclo, y ||.||2 denota la norma en L.

5. Resultados

Para ilustrar la metodologia se trabajaron con series de precipitaciones promediadas mensualmente (ju-
lio) registradas desde el afio 1965 hasta el afio 2002 provenientes de cinco estaciones meteorolégicas:
El Cambur, La Entrada, Vigirima, San Diego, y Hacienda el Manglar; todas ubicadas en el estado Ca-
rabobo, Venezuela. Se utiliza un modelo basado en la funcién base radial (22), que permite representar
espacialmente el campo de lluvia, diario o mensual durante los doce meses del afio. Cada estacion es
determinada por tres pardmetros, la localizacién en el centro (media), su radio (dispersién) y la in-
tensidad de lluvia (altura). El campo total de precipitacion es representado por la ecuacién dada en
(23). Los supuestos sobre los pardmetros del modelo son los siguientes: u; ~ N(0,Q;), v ~ N(0,R;),
w|X ~ N(m &%), ap ~ G(%, %), y X, definida en la ecuacién (22) se modela usando tres estructu-
ras de covarianzas dadas por las ecuaciones (27), (28) y (29). Luego se realiz6 la lectura de los datos
reales precipitacion promedio del mes de julio para todos los afios y se calcularon las distancia entre
las estaciones consideradas. Para inicializar el FKEN se tomaron las siguientes especificaciones a priori:
m, = (223.4,163,145.4,146,111.1), O, = 1000, R, = 1,&, = 1,7, = 0.60, A = 1, y &, = 0.30. Para inicia-
lizar el FKSEE se tomaron las siguientes especificaciones: m, = (223.4,163,145.4,146,111.1), Q, = 1,
R, =1,7%=0.03,0, =090,y A = 1. En la figura (1), a la izquierda se muestra el grafico conjunto entre
el estado verdadero del sistema de precipitacion en la estacion el Cambur y el estado estimado mediante
los algoritmos FKEN y FKSEEN, con la estructura de correlacion espacial ¥, mientras que a la derecha
se realiza la misma representacidn, pero usando la correlacion espacial X3. En ambas gréficas se observa
que la técnica de asimilacién de datos tiene buena performance en la estimacion.

En las figuras (2), (3), (4) y (5) se realiza la misma representacion de la figura (1) para las estaciones la
Entrada, Vigirima, San Diego y Hacienda el Manglar, con las estructuras de covarianzas X, y X3, Xo y
Y3, X1y X,y X1 y X3, respectivamente.

Una vez ejecutado los algoritmos usando las series de precipitaciones del mes de julio desde el aio 1965
hasta el afio 2002, se eligi otra serie de precipitaciones del mismo mes del afo siguiente (2003), para
validar el comportamiento predictivo de los filtros. En la figura (6) se muestran los valores promedios de
precipitacion verdaderos del mes de julio del afio 2003, conjuntamente con los valores predichos por los
algoritmos FKEN y FKSEEN en ese mismo mes para las cinco estaciones analizadas con tres estructuras
de covarianza propuestas, observandose que el FKSEEN con la estructura de covarianza X3 es el que
mejor se aproxima a los valores verdaderos.

En la figura (7), a la izquierda se muestra una grafica del tiempo promedio del error relativo (TPER)
utilizando la estructura de covarianza X, mientras que en el lado derecho se representa el mismo TPER
pero considerando la covarianza X3, para la estacion el Cambur. En ambos casos se observa que TPER
tiene mds variabilidad cuando se calcula usando el FKEN que cuando se estima utilizando el FKSEEN.

En las figuras (8), (9), (10) y (11) se muestran los TPER estimados para las estaciones Vigirima, la
Entrada, San Diego y Hacienda el Manglar, con las siguientes estructuras de covarianzas: X1 y X3, X y
Y3,y X1y Xy, respectivamente. En la mayoria de los casos experimentados se observa menos variabilidad
cuando se estima usando el FKSEEN.
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Estacién Meteoraligica EI Cambur Estacion Meteorolagica EI Cambur

Figura 1: Estimaci6n de los estados, estacién el Cambur para X1, y X3.
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Figura 2: Estimaci6n de los estados, estacién la Entrada para X, y X3.
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Figura 3: Estimacién de los estados, estacién Vigirima para X,, y X3.
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Figura 4: Estimaci6n de los estados, estaciéon San Diego para X1,y Xs.
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Figura 5: Estimacion de los estados, estacion la Hacienda Manglar para X1, y X3.
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Figura 6: Valores predichos y valores verdaderos para: £, X, y 3.
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Figura 7: Errores estimados, estacién el Cambur usando: X, y X3.
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Figura 8: Errores estimados estacién Vigirima usando: X;, y X3.
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Figura 9: Errores estimados estacién la Entrada usando: ¥, y X3.
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Figura 11: Errores estimados estacién Hacienda Manglar usando: X1, y X.

6. Conclusiones

Se implementaron los algoritmos FKEN y el FKSEEN para modelar un sistema dindmico real de los esta-
dos del clima; es decir, se estimaron los estados de precipitaciones en algunas estaciones meteorolégicas
ubicadas en el estado Carabobo, Venezuela. Se propuso un modelo probabilistico basado en una funcién
de base radial que depende de tres pardmetros: centro de ubicacién (media), dispersién (covarianza) y
la intensidad de la lluvia (altura), para tres modelos diferentes de covarianza espacial. Los algoritmos
propuestos calculan recursivamente la media y la covarianza de los estados a posteriori utilizando la es-
tructura de prediccién y actualizacion del filtro de Kalman. Se utiliz6 el algoritmo de descomposicion
de valor singular truncado para reducir el costo computacional en la generacién de los puntos sigma que
requiere la transformacion sin esencia. Los resultados demuestran que los filtros propuestos reconstruyen
en forma robusta los estados verdaderos, sin importar las distancias entre las estaciones meteoroldgicas.
Se realiz6 una representacion conjunta a través de mapas de los estados predichos con los estados ver-
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daderos en las estaciones consideradas, con los tres modelos de covarianzas espacial propuestos. Los
resultados demuestran que el modelo utilizado muestra buena asimilacién y la habilidad de prondstico
dentro de los rangos esperados. Se utilizé el tiempo promedio del error relativo para medir la calidad de
estimacion de los filtros, y se demuestra que el FKSEEN tiene menos variabilidad en la estimacion de
los estados que el FKEN, para los casos particulares considerados en este estudio.
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